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基于 ＬＳＴＭ⁃Ｔｒａｎｓｆｏｒｍｅｒ⁃ＥＣＡ 的海上风电

施工船舶轨迹预测方法

胡鹏辉， 陈金海

（集美大学航海学院， 福建 厦门 ３６１０２１）

［摘要］ 提出了一种融合长短期记忆 （ＬＳＴＭ） 网络和 Ｔｒａｎｓｆｏｒｍｅｒ 编码器的预测方法， 进一步集成了增

强型通道注意力机制， 以深入挖掘船舶航行的内在特征。 首先对船舶自动识别系统的数据进行清洗、 插值

处理、 重采样以及标准化， 以获取精确的船舶航行路径。 接着， 建立了一个结合 ＬＳＴＭ⁃Ｔｒａｎｓｆｏｒｍｅｒ⁃ＥＣＡ 的

复合神经网络模型， 并完成了模型参数的设定。 最后， 用施工船舶的 ＡＩＳ 数据进行实验测试， 并与 ＬＳＴＭ、
Ｂｉ⁃ＬＳＴＭ、 Ｔｒａｎｓｆｏｒｍｅｒ 进行了比较分析。 实验结果表明， 用本文提出的方法预测施工船舶航迹的经度和纬

度， 平均绝对误差和均方根误差两个指标改进显著。
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０　 引言
海上风电凭借资源丰富、 可利用前景大、 发电稳定等优势， 成为清洁能源领域的重要组成部

分［１］ 。 海上风电场的建设和维护工作， 对施工船舶的依赖性极高， 而施工船舶的运行轨迹直接关系

到作业的效率与安全。 因此精确预测施工船舶的运行轨迹， 对于优化海上风电场的建设和运维作业具

有重要的实际意义。
由于海上环境的复杂性和多变性， 对施工船舶的运行轨迹预测提出了更高的要求［２］ 。 传统的预

测方法， 主要依赖于经验模型和统计分析。 Ｐｅｒｅｒａ 等［３］提出扩展卡尔曼滤波作为自适应滤波算法， 用

于估计远洋船舶机动轨迹的位置、 速度和加速度， 从而用于船舶轨迹预测。 Ｄａｌｓｎｅｓ 等［４］ 提出了一种

用于船舶轨迹预测的数据驱动高斯混合模型。 Ｚｈａｎｇ 等［５］为了降低误差累积对预测精度的影响， 在隐

马尔可夫框架中加入小波分析， 提出了一种基于小波的隐马尔可夫轨迹预测算法。 Ｗａｎｇ 等［６］ 提出了

一种欠驱动水面舰艇的动态目标轨迹跟踪和位置预测方法， 引入了欠驱动水面舰艇的运动方程， 并利

用 ＵＫＦ 在线估计了该舰艇的动态状态， 提高了船舶位置预测和轨迹跟踪的准确性。
随着人工智能技术的快速发展， 特别是深度学习技术在序列预测领域的突破， 为提高施工船舶运

行轨迹预测的精度和效率提供了新的可能。 Ｚｈｅｎｇ 等［７］ 利用 ＢＰ 神经网络结合遗传算法和蚁群算法预

测船舶轨迹， 提高了传统 ＢＰ 神经网络的收敛速度和效果。 Ｃａｐｏｂｉａｎｃｏ 等［８］提出了基于编码器⁃解码器

递归神经网络 （ＲＮＮ） 的新型序列到序列船舶轨迹预测模型， 对观测数据进行编码， 并使用不同的

中间聚合层生成未来预测， 以捕获序列数据中的时空依赖性。 Ｙａｎｇ 等［９］ 结合数据去噪和深度学习预

测模型的船舶轨迹预测方法， 将去噪后的数据标准化为均匀分布的时间序列， 输入双向长短期记忆网

络 （Ｂｉ⁃ＬＳＴＭ）。 Ｓｕｏ 等［１０］引入了深度学习框架和门循环单元 （ ＧＲＵ） 模型来预测船舶轨迹。 赵琪

等［１１］提出一种基于门控循环单元结合双卷积长短期记忆神经网络 （ＧＲＵ⁃ＤｃｏｎｖＬＳＴＭ） 预测模型对船

舶未来航行轨迹进行预测。 尽管深度学习方法具有快速的预测能力和强大的泛化能力， 但它们在处理

中长期轨迹预测任务时可能会遇到挑战， 尤其是在捕捉长期数据依赖性方面。
目前研究人员专注于将 Ｔｒａｎｓｆｏｒｍｅｒ 的自注意力机制与其他模型集成［１２］ 。 Ｌｉｕ 等［１３］ 提出了一种用

于多模态运动预测的新型 Ｔｒａｎｓｆｏｒｍｅｒ 框架， 称为 ｍｍ⁃Ｔｒａｎｓｆｏｒｍｅｒ 变压器， 并设计了一种基于堆叠

Ｔｒａｎｓｆｏｒｍｅｒ 的新型网络架构， 提高了预测轨迹的准确性。 Ｋａｔｈｒｉｎ 等［１４］ 用高斯混合模型生成多模态分

布曲线， 采样其概率密度曲线得到特征向量， 此向量与船舶时空、 航道几何特征结合， 作为 Ｔｒａｎｓ⁃
ｆｏｒｍｅｒ 模型输入， 避免了在模型应用之前假设单一典型路线或选择特定集群。 Ｑｉａｎｇ 等［１５］ 提出了一种

基于 Ｔｒａｎｓｆｏｒｍｅｒ 的运动启发船舶轨迹预测方法， 并设计了一种数据增强方法来描述轨迹的空间特征

和运动特征， 利用多头动态感知自注意力机制， 聚焦具有频繁运动变换的轨迹点。
海上风电施工船舶的轨迹与商船、 渔船等其他船舶轨迹存在较大差异。 施工船舶因其作业性质，

轨迹展现出明显的局部性和周期性特征。 而商船通常在大范围内进行持续航行， 轨迹较为直线且变化

平稳； 渔船的轨迹则多集中于渔场区域内进行较短时间的停留与移动。 因此， 本文通过综合运用

ＬＳＴＭ 和 Ｔｒａｎｓｆｏｒｍｅｒ 模型， 提出一种新的施工船舶轨迹预测方法。

１　 ＬＳＴＭ⁃Ｔｒａｎｓｆｏｒｍｅｒ⁃ＥＣＡ 模型构建
１􀆰 １　 问题定义

施工船舶轨迹预测任务是在目标船舶的历史 ＡＩＳ 数据 （包括船舶的位置信息、 速度、 航向、 航

行状态等） 的基础上预测施工船舶在未来一段时间内的轨迹路径。 与传统的船舶轨迹预测不同， 施

工船舶的行为具有显著的特殊性， 具体来说， 施工船舶在执行风电场建设任务时， 通常会表现出停

泊、 低速航行和特定区域内反复往返的轨迹模式， 这些行为与常规船舶的持续航行轨迹有较大区别。
因此， 本文结合运动模式进行行为状态识别， 通过对船舶的速度和与岸距离进行分析， 识别出船

舶不同的行为状态。 根据海上风电场建设要求， 施工船舶应保持至少 １０ ｋｍ 的离岸距离［１６］ ， 这点成

·３６５·
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为划分船舶语义的依据。 船舶的行为语义被定义为三种基本行为状态： 航行、 作业和停泊。 作业状态

通常发生在船舶距离岸边超过 １０ ｋｍ 且速度较低 （０􀆰 ５ ～ １􀆰 ５ ｋｎ） 时； 停泊状态则出现在船舶靠近岸

边并且速度接近于 ０ 时； 航行状态指船舶在较高且相对稳定的航速下进行正常航行。
１􀆰 ２　 模型构建

本研究利用 ＬＳＴＭ 的递归特性［１７］ 和 Ｔｒａｎｓｆｏｒｍｅｒ 强大的全局信息提取能力［１２］ ， 并引入 ＥＣＡ 机

制［１８］学习每个通道的重要性权重， 最终构建了 ＬＳＴＭ⁃Ｔｒａｎｓｆｏｒｍｅｒ⁃ＥＣＡ 组合预测模型。 由于传统的

Ｔｒａｎｓｆｏｒｍｅｒ 模型并未内置用于直接处理轨迹序列中位置信息的结构， 为了使模型能够捕捉到序列中元

素的位置关系， 本研究引入位置编码 （ ｐｏｓｉｔｉｏｎａｌ ｅｎｃｏｄｉｎｇ） ［１９］ ， 再将其传递到 Ｔｒａｎｓｆｏｒｍｅｒ 编码器层。
本模型框架包括轨迹数据预处理模块、 ＬＳＴＭ 模块、 位置编码模块、 Ｔｒａｎｓｆｏｒｍｅｒ 模块、 ＥＣＡ 模块和全

连接模块， 整体框架见图 １。

输入层

输入层

LSTM 层

位置编码层

Transformer
编码器层

ECA 注意力层

输出层

图 1 模型结构示意图
Fig.1 Model structure diagram
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在本模型中， 首先， 将海上风电施工船舶轨迹数据进行解码、 清洗、 插值处理、 重采样以及标准

化处理后得到船舶轨迹序列。 然后， 将处理后的轨迹数据输入 ＬＳＴＭ 网络， ＬＳＴＭ 通过三个门结构来

捕捉轨迹序列中的长期依赖关系； 对 ＬＳＴＭ 的输出进行位置编码， 为模型提供序列的位置特征， 并将

位置编码后的 ＬＳＴＭ 输出作为输入传递给 Ｔｒａｎｓｆｏｒｍｅｒ 编码器； 编码器通过多头注意力机制 （ ｍｕｌｔｉ⁃
ｈｅａｄ ｓｅｌｆ⁃ａｔｔｅｎｔｉｏｎ） 和前向神经网络 （ｆｅｅｄ⁃ｆｏｒｗａｒｄ ｎｅｔｗｏｒｋ） 进一步处理序列数据， 捕捉更复杂的依赖
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关系； 在 Ｔｒａｎｓｆｏｒｍｅｒ 编码器的输出之后引入 ＥＣＡ 模块。 最后， 将经过 ＥＣＡ 模块处理的特征传递到输

出层， 完成轨迹预测。
实际运行过程分为以下四个阶段：
１） 特征提取阶段。 将经过预处理的轨迹数据输入至 ＬＳＴＭ 模块。 该模块能够有效地从输入数据

中学习并提取出具有时间连续性的特征。
２） 特征增强阶段。 ＬＳＴＭ 模块提取的特征被输入到 Ｔｒａｎｓｆｏｒｍｅｒ 编码器。 Ｔｒａｎｓｆｏｒｍｅｒ 架构通过自

注意力机制特征进行加权， 从而强化了模型对序列中不同位置信息的关联性理解， 进一步提升了特征

的表达能力， 使得模型能够更加准确地理解轨迹数据中的复杂模式。
３） 注意力细化阶段。 Ｔｒａｎｓｆｏｒｍｅｒ 编码器输出到 ＥＣＡ 模块。 ＥＣＡ 机制首先对每个通道的特征应用

全局平均池化 （ｇｌｏｂａｌ ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ， ＧＡＰ）， 以便获得所有通道的全局空间信息； 接着将 ＧＰＡ 的输

出通过一个全连接层 （ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒ）， 生成初始的注意力特征； 然后将初始注意力特征应用

Ｓｉｇｍｏｉｄ 激活函数， 生成最终的注意力权重； 最后将生成的注意力权重与原始特征进行点积， 自适应

地调整通道间的权重， 以强化模型对施工船舶行为特征关键信息的捕捉能力。
４） 预测输出阶段。 经过 ＥＣＡ 模块处理的特征最终被输入全连接层， 完成对施工船舶未来轨迹的预测。

２　 实验数据与处理
本文实验数据来自亿海蓝 （北京） 的船舶实时数据， 共有 １１０ 条中国沿海施工船舶数据。 为了

验证本模型的泛化性， 随机挑选水上移动通信业务标识码 （ ｍａｒｉｔｉｍｅ ｍｏｂｉｌｅ ｓｅｒｖｉｃｅ ｉｄｅｎｔｉｆｙ， ＭＭＳＩ）
为 ４１３２１８６２０ 的海上风电施工船舶的历史 ＡＩＳ 数据作为本文的实验数据。
２􀆰 １　 轨迹清洗

由于 ＡＩＳ 数据的特性， 数据中不可避免会出现冗余和噪声， 尤其是在风电施工船的轨迹数据中，
可能存在由施工任务以及其他因素等带来的特定数据模式， 因此对原始数据进行清洗至关重要。

首先， 要识别并剔除数据集中的冗余记录， 特别是那些在相同时间戳下重复出现的位置信息。 由

于风电施工船的轨迹常常受到施工任务和周期的影响， 因此在清洗过程中， 需要识别并排除在相同施

工任务阶段中， 因设备故障或信号丢失而重复记录的轨迹点。 这些重复点可能会扭曲施工船的实际运

动轨迹， 影响后续分析。
接着， 要确保每条记录均包含必要的关键属性， 比如船舶经纬度、 时间戳和航速等。
最后， 要检测数据中的异常值， 主要是航速异常和位置异常。 对于航速异常， 本文设置航速上限为

３０ ｋｎ， 超过此上限的航速将被过滤并删除。 对于位置异常， 利用垂距限值法判断船舶轨迹点是否异常。
施工船的轨迹点可能在特定任务阶段表现为长时间的停留或缓慢移动， 在这些情况下， 即便轨迹点与前

后点的距离超出了设定的阈值， 也不应简单地将其视为异常。 其他情况下， 如果某个轨迹点与其前后两

个轨迹点的轨迹线的垂距超出了设定的阈值 （比如阈值设置 ５００ ｍ）， 则这个点代表了一个异常。
２􀆰 ２　 修复缺失数据与等时间间隔处理

船舶轨迹数据的缺失和异常点处理会导致轨迹序列不连续。 为了保证数据的连续性和时序性， 本

文在清洗后的轨迹数据上进行了修补。 由于非等长时间间隔不利于时间序列分析， 本文采用三次样条

插值法［２０］对 ＡＩＳ 数据进行处理， 填补轨迹中的间隙， 并将数据转换为 １ ｍｉｎ 等时间间隔的序列， 确保

数据的时序特征适用于后续的预测实验。
２􀆰 ３　 数据归一化

由于原始数据中各个特征的量纲和取值范围差异较大， 若直接输入模型进行训练， 某些特征可能

会对模型产生过大的影响， 而其他特征则可能被忽略。 为了消除不同特征之间的量纲差异， 确保每个

特征在模型训练中的重要性相对均衡， 本文采用归一化方法［２１］ 将所有特征的数值缩放至 ［０， １］ 的

统一范围。 本文还采用滑动窗口方法， 将归一化后的数据转换为时间步长 × 输入维度的形式， 以符合
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模型的输入要求。

３　 实验结果与分析
３􀆰 １　 实验环境与评价标准

本文所提的方法是在 Ｐｙｔｈｏｎ３􀆰 ７ 的编程环境中实现的， 采用 ＴｅｎｓｏｒＦｌｏｗ２􀆰 １􀆰 ０ 库完成模型的构建。
模型实验参数设置： 批次大小设置为 ６４； Ｄｒｏｐｏｕｔ 层参数设置为 ０􀆰 ２； 训练轮次设置为 １０００； 训练中

的优化器为 Ａｄａｍ； 初始学习率设置为 ０􀆰 ００５。 本次实验采用单步循环预测， 滑动窗口数设置为 ６， 实

验时输入前 ５ 个时刻， 预测未来 １ 个时刻。
本文采用平均绝对误差 （ ｍｅａｎ ａｂｓｏｌｕｔｅ ｅｒｒｏｒ， ＭＡＥ） ［２２］ 、 均方根误差 （ ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ，

ＲＭＳＥ） ［２３］两个指标来评估模型的预测效果。 ＭＡＥ 是所有误差绝对值的平均数， 可以直观反映模型的

特性。 ＲＭＳＥ 是衡量预测值与真实值之间的偏差， 该指标对实验数据中的异常值更敏感。 ＭＡＥ 和

ＲＭＳＥ 越小， 整条航迹偏离实际情况越小。 模型评价指标的数学计算公式为：

ＥＭＡＥ ＝ １
ｎ ∑

ｎ

ｉ ＝ １
ｙｉ － ｙｉ

∧ ，

ＥＲＭＳＥ ＝ １
ｎ ∑

ｎ

ｉ ＝ １
ｙｉ － ｙｉ

∧
( )２ 。

其中： ｙｉ 代表样本的真实值； ｙ∧ｉ 代表样本的预测值； ｎ 代表样本个数； ＥＭＡＥ 代表 ＭＡＥ； ＥＲＭＳＥ 代表

ＲＭＳＥ。
３􀆰 ２　 施工船舶航行经度预测

为了验证本文提出的方法的优越性， 本文选取了 ＬＳＴＭ、 Ｂｉ⁃ＬＳＴＭ、 Ｔｒａｎｓｆｏｒｍｅｒ 三种模型与本文

方法进行对比实验。 将经度、 纬度、 对地航向、 船首向、 速度、 航行状态作为输入来预测下一时间该

船只的经度变化， 四种模型的经度预测结果对比如图 ２ 所示。 从图 ２ 中可以看出， 本文方法经度预测

的轨迹与真实轨迹吻合较好， 从而验证了本文方法的可靠性。
为了进一步评估模型性能， 本研究进行了多轮迭代， 并将四种模型的经度预测结果进行评价。 表 １

展示了不同模型的预测精度。 表 １ 结果表明， 本文方法在 ＭＡＥ 和 ＲＭＳＥ 指标上分别达到了 ０􀆰 ００４ ４０、
０􀆰 ００５ ５７， 均为最低， 表明该方法在经度预测中的表现优于其他模型。
３􀆰 ３　 施工船舶航行纬度预测

同样地， 本研究还对四种模型进行了纬度预测实验。 将经度、 纬度、 对地航向、 船首向、 速度、
航行状态作为输入来预测下一时间该船只的纬度变化， 四种模型的纬度预测结果对比如图 ３ 所示。 从

图 ３ 中可以看出， 本文提出的方法相比于其他方法更近似于真实轨迹。
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图 2 经度预测结果对比图
Fig.2 Longitude prediction comparison
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图 3 纬度预测结果对比图
Fig.3 Latitude prediction comparison
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经过多轮迭代后， 本研究还对四种模型的纬度预测进行了评价。 表 ２ 呈现了各模型的评价指标，
本文方法的 ＭＡＥ 和 ＲＭＳＥ 分别为 ０􀆰 ００６ ８６、 ０􀆰 ００９ ０８， 均为最低， 进一步证明了本文方法在纬度预

测中的优越性。

表 １　 经度预测评价指标对比

Ｔａｂ􀆰 １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｌｏｎｇｉｔｕｄｅ ｐｒｅｄｉｃｔｉｏｎ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ

指标 ＬＳＴＭ Ｂｉ⁃ＬＳＴＭ Ｔｒａｎｓｆｏｒｍｅｒ ＬＳＴＭ⁃Ｔｒａｎｓｆｏｒｍｅｒ⁃ＥＣＡ

ＭＡＥ ０􀆰 ０６１ ３３ ０􀆰 ０５９ ４２ ０􀆰 ０４４ ９２ ０􀆰 ００４ ４０

ＲＭＳＥ ０􀆰 ０６２ ６６ ０􀆰 ０６１ ２２ ０􀆰 ０４６ １８ ０􀆰 ００５ ５７

表 ２　 纬度预测评价指标对比

Ｔａｂ􀆰 ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｌａｔｉｔｕｄｅ ｐｒｅｄｉｃｔｉｏｎ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ

指标 ＬＳＴＭ Ｂｉ⁃ＬＳＴＭ Ｔｒａｎｓｆｏｒｍｅｒ ＬＳＴＭ⁃Ｔｒａｎｓｆｏｒｍｅｒ⁃ＥＣＡ

ＭＡＥ ０􀆰 ０４０ ３６ ０􀆰 ０１８ ７３ ０􀆰 ０３６ ３８ ０􀆰 ００６ ８６

ＲＭＳＥ ０􀆰 ０４１ ２９ ０􀆰 ０１９ ９６ ０􀆰 ０３６ ６８ ０􀆰 ００９ ０８

４　 结论
为了提高海上风电施工船舶的轨迹预测精度并充分挖掘 ＡＩＳ 数据中的时空特征， 本文提出了一种

基于 ＬＳＴＭ⁃Ｔｒａｎｓｆｏｒｍｅｒ 编码器的预测模型， 并引入增强通道注意力机制 （ ＥＣＡ）。 该模型融合 ＬＳＴＭ
和 Ｔｒａｎｓｆｏｒｍｅｒ 编码器在轨迹预测中的优势， 聚焦轨迹点之间的关联性， 增强了特征提取能力。 通过

与传统的 ＬＳＴＭ、 Ｂｉ⁃ＬＳＴＭ、 Ｔｒａｎｓｆｏｒｍｅｒ 模型进行实验对比， 结果表明， 本模型在施工船舶经纬度预

测中表现出更优的性能， 在 ＭＡＥ、 ＲＭＳＥ 评价指标上明显优于其他模型， 显著提升了预测的准确性

和模型的适用性。 同时， 本文发现经度和纬度预测精度存在轻微差异， 分析认为这主要与实验数据的

分布特性有关。
尽管本文提出的模型在海上风电施工船舶轨迹预测中取得了较好效果， 但在其他类型船舶轨迹预

测中的适用性仍需进一步研究。 施工船舶的轨迹具有较强的任务依赖性和周期性， 而其他船舶 （如

货船、 渔船等） 轨迹的变化则更多依赖航道规律和航速模式， 通常较为平稳。 因此， 虽然该模型在

其他船舶类型的预测中可能表现良好， 但仍需根据具体应用场景进行适当调整。 未来的研究可以探索

更多定制化的模型设计， 以进一步提高预测的精度和实时性。
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